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Abstrakt

Nosic¢om genetickej informécie v bunkach zivych organizmov je DNA. Zaujimavou
otazkou je, ¢ vieme podla DNA stcasnych druhov uréit, ako vyzerala DNA sekvencia
ich predkov. V ramci evolicie musime ratat s ndhodnymi udalostami, ktoré ovplyviio-
ako duplikacie a delécie. Prave tie vytvaraju duplikacné histdrie popisujice postupny
vyvoj genomu. Doélezitym prvkom tychto historii je nacasovanie jednotlivych udalosti.
V nasej praci si predstavime model na vypocet pravdepodobnosti duplika¢nych historii
a postup, ktory sa pouziva na upravovanie ¢asov vo fylogenetickom strome s cielom
ziskania stromu s vi¢Sou pravdepodobnostou. Tento pristup upravime tak, aby bol apli-
kovatelny na ¢asovanie udalosti v duplikacnych histéridch. Nagu implementaciu potom
otestujeme na simulovanych datach a dosiahnee pozitivne vysledky ukazujtce, ze nas
pristup zlepsuje duplikacné histérie a ma potencidl na vyuzitie pri realnych datach.

KlItcéové slova: duplikacnd histdria, casovanie udalosti, fylogeneticky strom



Abstract

The DNA is the carrier of all genetic information that we can find in cells of living
organisms. We can ask ourselves whether it is possible to determine ancestral DNA
sequences from sequences found in extant species. When we consider the evolutionary
process, we need to take into account random events which change the DNA sequence.
On one side, we have small substitutions of one character by another; on the other side,
we have large evolutionary events such as duplications and deletions. These evoluti-
onary events create duplication histories representing an evolution of the genome. An
important part of these histories is the exact time of individual events. In this thesis,
we describe an existing model estimating the likelihood of duplication histories. We
also outline a procedure for improving the likelihood of phylogenetic trees by adjusting
their edge times. As our main contribution, we introduce a modification of this pro-
cedure that operates on duplication histories. Finally, we evaluate our implementation
of this procedure on simulated data sets. The results indicate that our method can be
useful in improving duplication histories in real data.

Keywords: duplication history, event times, phylogenetic tree
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Uvod

S prichodom novych technoldgii sa zacali rozvijat vSetky vedné odbory, vratane bio-
légie. Zrazu bolo mozné sekvenovat DNA z buniek zivych organizmov. Tento pokrok
vSak priniesol nové otazky. Napriklad nds moze zaujimat, ¢i vieme zistit z DNA sucast-
nych zivoc¢ichov, DNA ich predkov. DNA totiz podliehala evolicii a aj ked je evolucia
ndhodny proces, riadi sa istymi pravidlami. Spésobov ako sa mdZze menit DNA vsak
nie je tak vela. Najvii¢Sou takouto zmenou je nakopirovanie alebo odstranenie cCasti
genému. Tieto udalosti potom vytvaraju sekvencie so zlozitou vnitornou struktarou,

ktorej odhalenie by mohlo viest k zisteniu ancestralnej DNA sekvencie [0, [].

Snahou bioinformatikov je pre namerané sekvencie zistovat ich duplika¢ni histériu.
Teda postupnost udalosti ako st delécie alebo duplikécie, ktorych vysledkom bola nasa
sekvencia. Dolezitou stcastou tychto histérii vSak nie je len samotny tvar udalosti, ale
taktiez cas, kedy sa v historii vyskytli. AvSak, napriek tomu, Ze tieto ¢asy vyrazne
ovplyviiuju pravdepodobnost, Ze nasa histéria je spravna, algoritmy, ktoré vytvaraja
duplikacné histérie [5], maji velky problém s nachéddzanim spravnych ¢asov pre jed-
notlivé udalosti. V nasej praci sa teda zameriame prave na tento podproblém. Budeme
sa snazif vylepsit dani duplika¢n histériu tym, Ze budeme menif casy, kedy nastali

jednotlivé udalosti.

Podobny problém nastava aj pri jednoduchsom modeli fylogenetickych stromov.
Existuju algoritmy, ktoré sa snazia zlepSovat dany fylogeneticky strom len zmenou
dlzok hran v tiom [4, [8, [1I]. V ramci nich sa pouZivaji rézne numerické metédy, akou
je aj Newton-Raphsonova metédal[ll, [7] na hladanie koretia funkcie. Na§ problém je vSak
komplikovanejsi, lebo sa snazime optimalizovat niekolko, od seba zavislych, stromov na-
raz. V naSej praci si ukdzeme ako sa da pristup z fylogenetickych stromov upravit a

aplikovat na problém ¢asovania udalosti v duplikac¢nej historii.

Nase riesenie sme takisto implementovali v programovacom jazyku C++ a tuto im-

plementaciu odskusali na simulovanych datach. Vysledky ukéazali, Ze nas pristup ma
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velky potencial, pretoze sa nam podarilo zlepsit takmer vSetky duplikacné histérie na

vstupe.

Zvysok prace je strukturovany nasledovne:

V 1. kapitole si presnejsie zadefinujeme problém, ktory budeme riesit a zavedieme
si niekolko kItucovych pojmov. V 2. kapitole si ukdzeme pristup, ktory sa pouZiva na
upravu hran vo fylogenetickych stromoch a predstavime si algoritmy a postupy, ktoré
budeme pouzivat aj v naSej praci. V 3. kapitole upravime pristup z fylogenetickych
stromov tak, aby bol aplikovatelny aj na duplikacné histérie. V poslednej 4. kapitole si
povieme nieco o implementéacii konkrétneho rieSenia a spravime niekolko testov na ume-
Iych datach, aby sme videli efektivnost naseho rieSenia. Implementéciu tohoto rieSenia

mozete najst na ksp.sk/"zaba/anderle_bakalarska_praca.zip.


ksp.sk/~zaba/anderle_bakalarska_praca.zip

Kapitola 1
Rekonstrukcia duplikacnych historii

V tejto kapitole popiSeme problém, ktory sa snazime riesit, motivaciu z ktorej tento
problém vychédza a takisto zdkladné pojmy bioinformatiky, ktoré budem pouzivat

naprie¢ celou pracou a je preto nevyhnutné, aby sme si ich sformulovali.

1.1 Biologicka motivacia problému a proces evolu-
cie

V bunkach vsetkych zivych organizmov sa nachadza DNA, ktord nesie geneticki
informaciu o danom organizme. Pomocou zlozitych biotechnickych postupov a metéd
sme schopny z buniek vyextrahovat DNA a transformovat ju na postupnost pismen
z abecedy {A,C,G,T}. Kazdy znak tejto postupnosti zastupuje jeden nukleotid —
zakladni stavebnt jednotku DNA. V DNA sa vyskytuja styri druhy nukleotidov a to

adenin, cytozin, gaunin a tymin.

Darwinova evolucna tedria predpoklada, ze kazdé dva organizmy vznikli zo spoloc-
ného predka. Naskyta sa teda otazka, ¢i je mozné, na zaklade osekvenovanej DNA,
zistit, ako vyzerala DNA tohoto spolo¢ného predka, alebo dokonca zistit, ako sa tato

DNA c¢asom vyvijala.

Problémom vsak je, ze DNA sa z generacie na generaciu meni. A tieto zmeny st
Castokrat ndhodné a nekontrolovatelné. Ak by sme predpokladali len nezavislé, jedno-
znakové zmeny jedného nukleotidu na iny, problém by nebol tak tazky. Existuje mnoz-
stvo pravdepodobnostnych modelov (jeden z nich, ktory budeme pouzivat, popiSeme v
dalsej kapitole), ktoré vedia pre dany znak povedaf najpravdepodobnejsi ancestralny

znak, ktory sa tam mohol v minulosti nachadzat.
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V nasom modeli evolucie sa vSak vyskytuju aj takzvané evolucné alebo duplikacné
udalosti. St to zlozitejsie zmeny DNA, ktoré na rozdiel od jednoznakovych substiti-
cii, ovplyvnuju viacero nukleotidov naraz. V nasej praci budeme uvazovat nasledovné

evolucné udalosti:

e Duplikacia — skopirovanie ¢asti DNA sekvencie a jej vsunutie na int poziciu.

e Reverzna duplikiacia — podobne ako duplikicia, ale duplikovana ¢ast sa na nové
miesto kopiruje odzadu a komplementarne. To znamené, ze A sa zmeni na T', C'

sa zmeni na (G, G sa zmeni na C' a T' sa zmeni na A.

e Delécia — vymazanie suvislej ¢asti DNA sekvencie.

Poslednou udalostou, ktort v8ak v nasej praci nebudeme uvazovat, je specicia. Tato
udalost vyjadruje rozdelenie oraganizmu na dve nezavislé skupiny, ktoré sa nasledne
vyvijali samostatne bez toho, aby sa navzajom ovplyviiovali. D4 sa na to taktiez pozerat
tak, Ze ancestralna sekvencia sa rozdeli na dve totozné sekvencie, ktoré sa dalej menia
nezavisle. Treba si uvedomit, Ze ak nastala specidcia, ale jeden z druhov neprezil do
stucastnosti, nie je mozné tuto speciaciu detekovat, lebo neméame sekvenciu DNA, ktora

prislicha mttvemu druhu.

Zo ziskanych sekvencii DNA sa teda snazime zistit, aké udalosti nastali v priebehu
generacil a nasledne tieto udalosti obracat, napriklad odstranenim naduplikovanej ¢asti,

a ziskavat tak ancestralnu DNA.

1.2 Duplikac¢na historia, atom a stromy atomov

Aby sme mohli presne zadefinovat problém, ktory sa snazime riesit, potrebujeme si

zaviest nasledovné tri pojmy.

1.2.1 Duplikac¢na histoéria

V predchadzajicej podkapitole sme si ukazali duplikacné udalosti. Takisto sme si
povedali, Ze sa snazime zistit aké udalosti nastali, aby sme z povodnej ancestralne;
DNA dostali sicasnit DNA. Duplika¢na histéria je navodom, ktory hovori o zmene
ancestralnej DNA. Obsahuje zoznam udalosti, ich typov a casu, kedy tieto udalosti
nastali, usporiadanych do stromu (cesty), kde dizky hran reprezentujt ¢as, ktory presiel

medzi dvoma udalostami.
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GATT, CC AGAC

| = |

duplikacia
(GATT | CC | GATT | AGAC
/ A \ \ reverzna duplikacia
|GATTHGG“CCHGATTHAGAC|

/ delécia
|GATTHGG”GATTHAGAC|

Obr. 1.1: Jednoduché duplikacné histéria s vynechanymi ¢asmi udalosti

Na obrazku mozeme vidiet priklad duplika¢nej histérie pozostavajicej z troch
udalosti. Zaciatocna ancestralna sekvencia mala tvar GATTCCAGAC. Ako prva sa v his-
térii vyskytla duplikacia casti GATT, ¢im sme dostali sekvenciu GATTCCGATTAGAC. Na-
sledne sa udiala reverzna duplikécia, ktora nakopirovala ¢ast CC ako GG, ¢o je prislusny

reverzny retazec. Nakoniec, poslednd udalost, delécia, odstranila cast CC.

1.2.2 Atom

V duplikacnej histérii rozoberdme iba velké duplika¢né udalosti a abstrahujeme od
jednoznakovych substiticii. Predpokladame teda, ze operacie, ktoré sa v nej vyskytuja,
upravovali velké kusy DNA naraz. Nebolo by teda dobré, aby sme ako najmensSiu
jednotku brali jeden nukleotid, pretoZe nevieme zistit, ¢i viacnidsobny vyskyt tohoto

nukleotidu vznikol duplikaciou, alebo maju tieto nukleotidy rézneho predka.

KedZe sa vSak vzdy upravovali vicsie ¢asti DNA, d& sa predpokladat, Ze susedia
nukleotidov so spolo¢nym ancestralnym nukleotidom vyzeraju podobne, lebo sa nako-
pirovali spolu s nim. Ak by sme teda nasli dve ¢asti DNA, ktoré st velmi podobné, da

sa predpokladat, Ze vznikli duplikdciou.

Chceli by sme teda nasekat DNA na také segmenty, aby sa tieto segmenty dali
rozdelit do skupin, kde Tubovolné dva segmenty z rovnakej skupiny st si velmi podobné
a Tubovolné dva segmenty z réznych skupin st si podobné velmi minimélne. Takéto

segmenty nazveme atomické segmenty, alebo zjednodusene atomy.
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Atémy st pre nas v ramci duplikacnej histérie najmensie, nedelitelné tseky DNA
sekvencie, ktoré st duplikacnou udalostou ovplyvnené vzdy celé. Udalosti teda maja

zaciatky a konce na hraniciach dvoch atémov.

Dovod, preco sme cely Cas vraveli, ze atomy patriace do jednej triedy si maju byt
velmi podobné je ten, Ze na jednotlivé képie povodného ancestralneho atému posobili
jednoznakové mutacie. Je teda pravdepodobné, ze ak niekedy boli rovnaké, teraz sa od
seba lisia len malo. A tak isto, ak dva atémy boli rozdielne, je malé Sanca, ze ndhodnymi

substiticiami prilis spodobneju.

Nastastie, nasekanie DNA na jednotlivé atémy nemusime riesit my, pretoze existuji
algoritmy, ktoré vedia tieto atémy z DNA ziskat [2], 10]. Takisto si vS§imnime, Ze atémy
nevyplyvaju zo ziadnych biologickych procesov, si len technickou pomoéckou na lahsiu

pracu so vstupom.

1.2.3 Stromy atomov

Ukézali sme si, ze vieme nasu DNA nasekat na atémy, ktoré sa daji rozdelit do tried
podobnosti. O kazdej triede naviac predpokladame, Ze vznikla z jedného ancestralneho
atému. Otazkou vsak je, ako vyzerala duplikécia tohoto ancestralneho atéomu, Ze sme

dostali prave nasu triedu atomov.

Tak, ako pri duplika¢nych histériach, si mézeme reprezentovat toto delenie ako strom,
ktorého koreti je ancestralny atém a dizky hran uréuja casy, ktoré presli od jedného
rozdelenia po dalsie. Takyto strom budeme nazyvat strom atémov, alebo atémovy
strom. Na rozdiel od historie, tentokrat uz nedostaneme len cestu, ale nas strom bude
mat taky pocet listov, kolko atémov patri do tejto triedy podobnosti, lebo kazdy list

predstavuje jeden atéom z tejto triedy.

Vsimnime si, Ze tento strom ma priamy suvis s duplikac¢nou histériou prislachajicou
k tejto sekvencii, pretoze ak mame niekde v atémovom strome vrchol, ktory méa dvoch
synov, znamena to, ze tento ancestralny atém sa musel v danom momente duplikovat,
a preto sa v histdrii musi nachédzat duplikdcia. Naopak, ak sa v histérii objavi udalost
ovplyviiujtca tento typ atému, musi sa v strome atémov na prislusSnom mieste objavit

zodpovedajuci vrchol. Tato stvislost si mézeme v§imnat aj na obrazku [I.2]
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1: 2 3 1. 2. 3
GATT  CC AGAC, AN | |

1) 1 2. 3

|GATT CC | GATT | AGAC, J i 2(/‘\}. J
/ T ] |
1 1 3

|GATT GG | CC, GATT, AGAC, ) ' <

\

(GATT||GG |GATT |AGAC,

Obr. 1.2: Duplikac¢na histéria obsahujica tri triedy atémov a im prislichajice atémové

stromy

1.3 Casovanie udalosti duplika¢nej histérie

Z biologické hladiska by nas zaujimalo, ako vyzerala ancestralna DNA pre nami
ziskan sekvenciu. Okrem toho by sme chceli vybudovat aj duplika¢ni histériu, ktora
by zodpovedala postupnému vyvoju tejto DNA. Problém vsak je, ze vSetky evolu¢né

procesy st ndhodné a nedaju sa deterministicky urcovat.

Namiesto toho, aby sme hladali t01 spravnu duplika¢ni histériu, teda ta, ktord zodpo-
veda skuto¢nému priebehu, budeme hladat taka duplika¢éna histériu, ktord ma vzhla-
dom na nami zvoleny model najvicsiu pravdepodobnost vyskytu. Sice takato histéria
sa od tej skutocnej moze lisit, je ale pravdepodobné, Ze sa tej skutoénej podobéa a moze

ndm tak daf cenné informécie.

Takyto problém je samozrejme velmi komplexny, a preto ho nebudeme riesit cely.
Zameriame sa len na jeho cast, konkrétne na ¢asovanie udalosti. To znamend, Ze na
vstupe budeme ocakavat hotovi duplikac¢ni histériu, v ktorej budeme menit casy, kedy
nastali jednotlivé udalosti, teda menif dlzky hran tak, aby nova histéria bola ¢o najp-
ravdepodobnejSia a nezmenili sme celkovy ¢as, ktory pokryva. Chceme teda zachovat

stucet dlzok hran v historii.

PopiSme si teraz vstup a vystup podrobnejsie. Na vstupe budeme ocakévat sekvenciu
casti DNA, pre ktortt hfTadam ancestralnu sekvenciu. Tato sekvencia bude navysSe roz-
segmentovana na jednotlivé atéomy a tieto atomy budi rozdelené na triedy podobnosti.

Pre kazdu triedu budeme mat dané este vzajomné zarovnania atémov v nej.
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Navyse Jan Hozza [5] riesi vo svojej bakalarskej praci prva ¢ast naseho problému.
Jeho algoritmus generuje pre sekvenciu DNA, atémy a zarovnania, duplika¢ni histo-
riu, ktord zodpovedd danému vstupu. Tato histéria vSak rozdeluje ¢asy udalostiam
rovnomerne. Na vstupe budeme teda ocakavat aj vystup jeho programu, teda validna

duplika¢ni histériu [6] 9].

Cielom naSej prace bude upravit histériu na vstupe tak, aby sme dostali histériu s
vysSou pravdepodobnostou. Pri tomto upravovani mame zakizané menit poradie uda-
losti a taktiez celkovy cas, ktory dana duplikacné histéria pokryva. Dovolené je teda
posuvat ¢as niektorych udalosti v rdmci rozmedzia medzi predchédzajicou a nasledu-

jucou udalostou. Na vystup mame potom zapisat tito novi, upravend histériu.

1.) 2. (3. (L. 2.) 3.

/>Q<\ duplikéacia duplikacia
dizka 0,005 />Q<\ dizka 0,006

Y e B e o @) 2) B) @) 2) G o
\ \ \ \ / delécia delécia
1 2) B) ) G dlzka 0,005 \ \ \ \ / dlzka 0,006
list 1. 2.) (3.) (1. 3.) list
/ / / ‘ \ dizkaooos / / [ | | dizka0,003
|ATT||GTA| CCT, AAT | GCT, |ATT||GTA, |CCT||AAT, GCT]

Obr. 1.3: Priklad moznej vstupnej a vystupnej historie

Na obrazku mozeme vidiet, ako vyzerd vstupné a vystupnd histéria. VSimnime
si, ze nepozname konkrétne hodnoty ancestralnych atémov, len ich zaradenie do jed-
notlivych tried, v tomto pripade troch moznych. Vidime, Ze vystupna histoéria sa lisi

len dizkou jednotlivich hréan.



Kapitola 2

Inferencia dlZok hran vo

fylogenetickom strome

Cielom naSej prace je upravovaf dizky hran histérie tak, aby sme zvysili jej prav-
depodobnost v danom modeli. Pristup, ktory sme si zvolili je odvodeny od pristupu,

ktory sa pouziva na upravovanie dfZok hran vo fylogenetickom strome.

V tejto kapitole teda najskor predstavime pravdepodobnostny model, s ktorym pra-
cujeme, a taktiez zakladné algoritmy, ktoré sa pouzivaju pri inferencii dizok hran vo
fylogenetickom strome. Na zaver uvedieme postup, akym st upravované dizky hran

fylogenetického stromu a od ktorého sa bude odvijat nasa préca.

2.1 Jukes-Cantorov model substitucii

Zakladnou biologickou zmenou genému je substitiicia, teda zmena jedného nukle-
otidu na iny. KedZe tento proces vyrazne ovplyviiuje vierohodnost fylogenetického
stromu, je potrebny model evolicie, ktory bude tento proces popisovat. V nasej préci
budeme pouzivat Jukes-Cantorov model substiticii [3], ktory je sice pomerne jednodu-

chy, ale na nase potreby postacujuci.

Jukes-Cantorov model predpokladé, Ze jedind operacia, ktord moze nastat, je zmena
jedného nukleotidu na iny. Takisto predpoklada, Ze tieto zmeny sa deji na réznych
nukleotidoch nezavisle a navzajom sa neovplyviuji. Navyse je tento model multiplika-
tivny, teda predpokladé, Ze pravdepodobnost mutéacie zavisi len od aktualneho znaku

a nie od predchadzajucich.

Oznac¢me si P(bla,t) pravdepodobnost, Ze sa nukleotid @ zmeni za ¢as ¢ na nukleotid

b. Z nezavislosti zmien teda vyplyva, ze ak mame dve rovnako dlhé sekvencie = a y, tak
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P(xly,t) =11, P(xu|yu, t), kde u postupne indexuje jednotlivé nukleotidy sekvencie. Z
multiplikativnosti modelu tiez mézeme odvodit, Ze ak mame dva Casy t; a ta, tak plati
rovnica P(bla,t; +t3) = > . P(z|a,ty) - P(blz,12).

Ak chceme pracovat s pravdepodobnostami P(al|b,t) pre vSetky a a vSetky b naraz,

mozeme ich zhrnit do matice zmien velkosti 4 x 4, ktora bude mat nasledovny tvar:

P(AJA,t) P(A|C,t) P(A|G,t) P(A|T,t)
s — | PCIAD PEIC.H) PCIG.D) PCIT.)
P(G|A,t) P(G|C,t) P(G|G,t) P(G|T,t)
P(T|A,t) P(T|C,t) P(T|G,t) P(T|T,t)

Je zjavné, Ze vlastnost multiplikativnosti sa prenesie aj do takéhoto zépisu a S(1)S(t2) =
S(ty + ta).

Jukes-Cantorov model dalej uvazuje maticu rychlosti zmien R, kde kazdy typ nuk-

leotidu podlieha zmene s rovnakou rychlostou «. Matica R vyzerd takto:

—3a « « «
—3a « «
« a 3«
o o a =3«

Podme si teraz uréit, ako vyzeraju prvky matice S(t). Pre velmi maly ¢as € si mo-
zeme maticu S(t) aproximovat ako I+ Re, kde [ je matica identity. Z multiplikativnosti
vyplyva, ze S(t +¢€) = S(t)S(e) ~ S(t)({ + Re). Tato rovnicu moézeme dalej upravit
na tvar (S(t +¢€) — S(t))/e ~ S(t)R. Ak teraz posleme ¢ limitne k nule, dostavame
diferencidlnu rovnicu S’(t) = S(t)R.

Nésledne uz nie je problém tuto rovnicu vyriesit. Zo symetrickosti matice R pred-
pokladame, ze aj matica S(t) bude symetrickd. Ozna¢me si teda r; diagonédlny a s,
nediagonélny prvok matice S(t). Zistime, ze r, = (14 3e7**) a s, = (1 — e~*).

Tieto dve hodnoty, spolu s maticou R, tvoria Jukes-Cantorov model mutéacii. Je
dobré si vS§imnut, Ze nds model zodpovedd nasim intuitivnym predstavam, lebo pre

t =0, S(t) =1 a pre t iduce do nekoneéna sa r; = s; — }1.



KAPITOLA 2. INFERENCIA DLZOK HRAN VO FYLOGENETICKOM STROME11

2.2 Felsensteinov algoritmus

Jednoznakové substitiicie vyrazne ovplyviiuju vyslednii pravdepodobnost ¢i uz his-
torie alebo fylogenetického stromu. V predchadzajtucej podkapitole sme uviedli model,

ktory tieto substitticie popisuje. Problém, ktory potrebujeme riesit je vSak zlozitejsi.

Postupom evolicie sa totiz atémy duplikovali do roznych ¢asti DNA, kde sa mutovali
nezavisle od seba. My méame na vstupe ich sticastny stav, predpokladame vsak, ze kazda
trieda atémov vznikla zo spolo¢ného ancestralneho atému. Chceli by sme teda vediet,
kedy nastali jednotlivé duplikacie — vytvorit si strom, ktory by zobrazoval, ako sa delili
povodné ancestralne atémy. Felsensteinov algoritmus [3] slazi na to, aby sme vypocitali
pravdepodobnost, Ze sticasné sekvencie vznikli podla vysSieuvedeného substituéného

modelu za predpokladu, Ze s vyvijali podla konkrétneho atémového stromu.

2.2.1 Dve sekvencie

L a 2. Na nich si

Najskor predpokladajme, ze mame len dve zarovnané sekvencie x
predvedieme, princip fungovania Felsensteinovho algoritmu a v dalSej sekcii si tento

proces rozsirime na fubovolny pocet sekvencii.

Majme teda sekvencie 2! a 22, kazda obsahujtica n nukleotidov a jediny mozny strom
T, ktory im moze prislichat — korefi (ancestralny atém) a dva listy (' a 2%). Dlzku
hrany do listu 2! si ozna¢ime t,1 a dizku hrany do 22 si oznacime t,2. P(xt, 22|T, t,1,t,2)
bude oznacovat pravdepodobnost, Ze ak sme mali ancestralny atém, ktory sa duplikoval

podla stromu 7" a ¢asy hran st t,1 a t,2, tak dostaneme hodnoty z! a 2.

KedZe jednotlivé nukleotidy v nasich sekvenciach st od seba nezéavislé (tak ako ndm
hovori Jukes-Cantorov model), tak pre kazdy z nich méZeme pravdepodobnost ratat
samostatne. Vysledna pravdepobnost teda bude st¢inom pravdepodobnosti pre jednot-
livé nukleotidy:

n

P(z" 2®|T bt t2) = | [ Plah, 22Tt t2) (2.1)

u=1

Zamerajme sa teraz na nukleotid na pozicii u. V listoch nasho stromu teda mame z}

a 2 a korenu priradime nukleotid a. Teraz uz nie je problém dant pravdepodobnost
vyratat: z nukleotidu a sa totiz musel za ¢as t,1 staf nukleotid z}, ¢omu podla Jukes-

Cantorovho modelu zodpoved4 hodnota P(zl|a,t,1) a za as t,2 sa musel zmenit na
2

u?

22, Gomu zodpovedd hodnota P(x2|a,t,2). Navyse eSte musime uvaZovaft, nakolko je
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pravdepodobné, ze v koreni bol nukleotid a, nas zjednoduseny model vSak predpoklada,
ze tato pravdepodobnost je rovnomerne rozdelend medzi vSetky nukleotidy, a teda
rovna %. Dostavame rovnicu:
1,2 1 1 2
Pz, x5, a|T, ty,t,2) = ZP(:vu\a,txl)P(a:u|a,txz) (2.2)
My vSak nevieme, ako vyzeral ancestralny atom, a teda ani akti hodnotu mame

dosadif do korenia. Musime teda vyskusat vSetky a vysledné pravdepodobnosti séitat.

Dostavame teda vysledny vzorec:

P([L’i,l’iu—,, tmlatac2) - ZP(I’;,I%,(”T, tx17tz2> (23)

[(AD>

2.2.2 Lubovolhy podéet sekvencii

Rozsirme si predchédzajice tvahy na Tubovolny pocet sekvencii. Majme k zarov-

U az 2%, tvorenych n nukleotidmy a strom 7', ktory ma n listov.

nanych sekvencii x
Oznacme si par(i) otca vrcholu i v strome 7' a dlzku hrany vedtcu z vrchola i do jeho

otca si ozna¢me t;. Opit sa zamerajme len na nukleotidy na pozicii .

Priradme listom stromu 7" ¢isla od 1 po k a zvysné vrcholy ocislujme od k + 1 po
2k — 1, pricom 2k — 1 je koreniom celého stromu. Opiit sa poktsime priradovat jednot-
livim vrcholom stromu, ktoré nie st listy, vSetky mozné nukleotidy. Tieto priradenia
si ozna¢me a' pre i-ty vrchol. Pravdepodobnost pre nejaky vyplneny strom je sticin
pravdepodobnosti na jednotlivych hranach. A vyslednti pravdepodobnost dostaneme

stétom tychto pravdepodobnosti cez vietky mozné priradenia a’.

Vysledni pravdepodobnost, ktori sa snazime vyratat si vyjadrime ako

2k—2 k
1 o -
Pt 2Tty .. tys) = E 1 H P(az|ap‘"(z),ti)HP(a:uapa’(),ti)
ak+l gk+2  g2k—1lcy  i=k+1 i=1

(2.4)

2.2.3 Implementacia

Samozrejme, vyssie uvedent formulu nemozeme vyéislovat priamo. Casova zlozitost
takéhoto pristupu by totiz bola exponencionalna. Felsensteinov algoritmus namiesto
toho pouziva pristup dynamického programovania. Postupne pre vsetky podstromy

rata pravdepodobnost P(Ls|a), teda pravdepodobnost, Ze vSetky listy v podstrome s
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koreriom vo vrchole ¢ vznikli zo znaku a. Tato pravdepodobnost vSak vieme rekurzivne
spocitat s hodnot P(L;|b) a P(L;|c), kde i a j st synovia vrcholu £ a b, ¢ st lubovolné

znaky. Tento vztah popisuje nasledovny vzorec:

P(Lela) = ) P(bla, t;) P(Lq|b) P(cla, ;) P(L;|e) (2.5)

b,cex

Aby rekurencia funkcia fungovala spravne, musime urcit nejaké zaciatocné hodnoty.
Tie nés zaujimaju len v listoch, lebo len tie nemaji dalSich synov, a preto nie je mozné

¢

pouzit nasu rekurenciu. Hodnota P(Ls|a) je v liste £ rovna 1, ak sa 2 rovna a. V

opacnom pripade je tato pravdepodobnost 0.

V zarovnaniach, ktoré dostavame ako vstupné data sa moze stat, Ze niektora hodnota
nukleotidu nie je namerand, alebo je inak poskodena, a nevieme urcit, aky znak sa
nachadzal na danej pozicii. V takom pripade sa chovame, akoby tam boli mozné vsetky

Styri znaky a pravdepodobnost P(L,|a) nastavime na 1 pre vSetky hodnoty a.

Ked mame rekurenciu a aj zac¢iato¢né hodnoty, moézeme prechddzat stromom v post-
order poradi a ratat ¢iastocné pravdepodobnosti od listov ku korenu. Vyslednt pravde-

podobnost daného stromu zistime ako sucet ¢iastocnych pravdepodobnosti pre koreri:

3 EP(L%_Ja) (2.6)
acy
Ukazme si pseudokdd ukazujici ako funguje Felsensteinov algoritmus.
Inicializéacia:
Nastav premenni ¢ =2k —1
Rekurzia na ratanie hodnoty P(Iy|a) pre vSetky a:
Ak je vrchol / list:
P(Lya) =1 ak a = 2%, P(La) =0 ak a# z*
Ak vrchol ¢ nie je list:
Rekurzivne vypo&itaj hodnoty P(L;la) a P(Lj|la) pre vsetky a
Vypocitaj P(Lila) = Xp.cp P(bla,t) P(Lilb) P(cla. ;) P(Ly]c)
Ukoncenie:

Vrat hodnotu ) .. }lP(Lgk_ﬂa)
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2.3 Newton-Raphsonova metoda

Skor, ako si predstavime sposob upravovania hran vo fylogenetickom strome, potrebu-
jeme si predstavit posledny algoritmus, ktory budeme potrebovat pri jeho vysvetlovani.
Sice na pohlad nemé z nasim problémom stuvis, ako uvidime v dalsej podkapitole, bude
velmi podstatny. Tento algoritmus je Newton-Raphsonova metdda na hladanie koreria
funkcie f(z) [L, [7].

2.3.1 Popis metody

Na&jst koren funkcie f znamena hladat taka hodnotu z, ze f(x) = 0. Toto méze byt pri
mnohych funkcidch problém a najst koreti méze byt velmi komplikované. Castokrat nam
vsak vystaci aj dostatocne dobra aproximacia korena. Newton-Raphsonova metéda sa
snazi pouzit prave takyto pristup, aproximovanim pociato¢ného odhadu na stéle lepsie

a lepsie odhady za pomoci doty¢nic grafu f.

Na aproximovanie korena funkcie f zaCnime s uvodnym odhadom x, takjm, Ze
f(zo) # 0. Skiisime teraz najst lepsi odhad z; tak, Ze zoberieme doty¢nicu k fun-
kcii f v bode (zo, f(x0)) a za hodnotu z; zvolime priese¢nicu tejto doty¢nice s osou z.
Vieme, ze sklon dotycnice funkcie v nejakom bode je urceny jej derivaciou. Mame teda
rovnicu:

Flag) = 32 = L) =0 (27)

ZTo — T1

Upravou tejto rovnice dostaneme vyjadrenie pre hodnotu ;:

(o)
f'(xo)
Samozrejme, tento postup mozeme opakovat dalej a dostaneme postupnost apro-

ximacil g, 21 ... T,, kde kazda nasledujuca sa vypocita ako x; 1 = x; — % Ak si

(2.8)

T, = Ty —

naviac zvolime pozadovanu presnost € > 0, mozeme postupne aproximovat stale pres-

njejsi koren, az kym |z,11 — ;| < €.

2.3.2 Konvergencia Newton-Raphsonovej metody

Tato metdda sa bohuzial v mnohom spolieha na to, Ze funkcia naSa funkcia f mé
vhodné vlastnosti. Moze totiz nastat pripad, Ze nase odhady nebudt konvergovat. Pr-
vym pripadom, ked moze nastat problém je, ze f'(x;) = 0, teda narazime na lokéalny
extrém funkcie f. Takisto problém mdZe nastat, ak nas pociatoény odhad xy je prilis

vzdialeny od skuto¢ného korena x. Tieto problémy sa vSak daju lahko preklenuf tym,
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-15 -1.0 -0.5 0.0 0.5 1.0 15 2.0 2.5

Obr. 2.1: Priklad funkcie e* — 2 s postupne sa priblizujicimi aproximaciami.

ze vyskuSame viacero roznych zaciatoénych hodnot zy. Ani to nds nemusi ochréanit od
problémov. MozZe sa totiz stat, Ze bez ohladu na to, ako zvolime hodnotu z(, naSa

postupnost odhadov bude divergovat.

Pokiisme sa néjst koreni funkcie f(z) = x'/? pouzitim nasej metédy. Zo vzorca, ktory

sme si odvodili je jasné, ze:

flx:) z;’

f'(w3) %az;z/?’

Tiv1 = T

To znamena, Ze kazdou iteraciou sa hodnota z; v absolitnej hodnote zdvojnasobi

a nebude sa priblizovat k nami ocakévanej nule.

Napriek tomu je tato metdda pomerne silné a pouzivana. D4 sa dokonca dokazat, ze
nase odhady budi konvergovat ku koreru vtedy, ak je splnend nasledovna podmienka:
x)f"(x
f@)f"(@) (2.9)
f'(x)?
Vidno, 7e pre vyssie uvedeny priklad z'/? vychadza tato hodnota 2, takze v tomto

pripade nie je konvergencia zarucena.
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Obr. 2.2: Priklad funkcie #'/3 s postupne sa vzdalujicimi aproximéaciami.

Aby sme mohli posudit, nakolko je tato metdda silnd, potrebujeme sa pozriet na to
ako rychlo konverguje k spravnej hodnote. Ak sa pozrieme do malého okolia e okolo

korena x funkcie f, tak hodnota funkcie a jej derivacie je priblizne:

flx+e)= f(z)+ef'(v) +62%(J;) +... (2.10)
flx+e)=fl(x)+ef"(x)+... (2.11)

Ak si oznaCime ¢; hodnotu, od ktorej sa li$i hodnota x; od skuto¢ného korena x, z

Newton-Raphsonovho vzorca vyplyva, ze:

Po dosadeni prvych dvoch vyjadreni a upraveni dostavame rekurentné vyjadrenie

(2.12)

chyby €;.1 od derivéacii funckie v koreni:

2 f" ()
€1 = 57 (@) (2.13)

To znamené, ze Newton-Raphsonovou metédou konverguje nas odhad ku korenu
kvadraticky rychlo. Teda v blizkosti korena sa kazdou iteraciou zdvojnasobi pocet vy-

znamnych cifier odhadu.
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2.4 Inferencia dlZzok hran vo fylogenetickom strome

V predchadzajucich kapitolach sme sa zoznamili so vSetkymi modelmi a metodami,
ktoré st potrebné na to, aby sme si vysvetlili ako vieme upravovat dizku hran vo

fylogenetickom strome.

Majme strom 7" a dva vyznamné vrcholy a a b, medzi ktorymi vedie hrana. Nasim
ciefom je upravit dizku tejto hrany tak, aby sme nezmenili ziadnu ing hranu a zaroveri
nas novy strom mal ¢o najvicsiu pravdepodobnost. [8, 1] Oznacéme si dizku tejto hrany
ako t. Pokusime sa teraz vyjadrit pravdepodobnost nasho stromu ako funkciu zéavisiacu
od t.

Pozrime sa teraz na nukleotid na pozicii u. Priradime vrcholu a nukleotid x a vrcholu
b nukleotid y. Pravdepodobnost, Ze podstrom pod vrcholom a vznikol z nukleotidu x
ozna¢ime P(L,|z). Rovnako pravdepodobnost, Ze podstrom pod vrcholom b vznikol z
nukleotidu y ozna¢ime P(L,|y). Ale tieto hodnoty su presne tie, ktoré nam vo svo-
jom dynamickom programovani rata Felsensteinov algoritmus. Obe tieto hodnoty st

nezavislé od dizky hrany medzi a a b.

Potrebujeme este zistit pravdepodobnost, Ze sa nukleotid z x zmeni na nukleotid
y. To ndm vsSak hovori Jukes-Cantorov model a oznacime tGto pravdepodobnost ako
P(z|y,t). V&imnime si, Ze tdto hodnota je uz zavisld od dlzky hrany ¢, lebo ¢as, ktory

poskytneme na mutaciu ovplyviiuje jej pravdepodobnost.

Posledné ¢o zostava je spojif tieto hodnoty. Tie musime postune sumovat cez vSetky
mozné x a y. Pravdepodobnost nasho stromu na pozicii u mozeme, v zavislosti od

hodnoty ¢, vyjadrit ako:

fu(t) = ZZP('Tw’t)P(Lalx)P(Lb’y) (214)

reX yeX

Nés ale zaujima celkové pravdepodobnost nasho stromu. Toto je ako zvycajne stucin
cez vSetky mozné pozicie u. Obrovsky sucin funkcii je vSak zbytoc¢ne komplikovany,
namiesto toho budeme teda optimalizovat logaritmus z tejto funkcie, ktory si ozna¢ime
ako funkciu g(t). Logaritmus ndm totiz elegantnym sposobom odstrani stc¢in a nahradi

ho sumou:

g(t) = log(fu(t)) (2.15)
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Teraz by sme chceli najst takd hodnotu ¢, aby sme dostali ¢o najvicsiu hodnotu
funkcie ¢(t). Toto je vlastne tloha hladania extrému v danej funkcii. Vieme vsak, ze
extrém funkcie sa nachadza v takom bode, Ze derivacia v tomto bode je nulova. Tu nam
pride na pomoc Newton-Raphsonova metéda na hladania korenia funkcie. Namiesto
hladania korena funkcie g(¢), budeme hladat koren funkcie ¢/(¢). V koreni derivéacie sa

potom bude nachédzat extrém nasej funkcie a teda aj nase hladané ¢.

Na to, aby sme mohli pouzif tito metédu teda potrebujeme prva aj druhu deri-

véciu funkcie g. Pomocou nich moZzeme aproximovat hodnotu ¢ Newton-Raphsonovou
g'(ti)
g’ (t:)

metodou, ako t;,1 =t; — az kym hodnota |t;11 — t;| nebude dostatocne mala.



Kapitola 3
Aplikacia na duplikac¢né historie

V predchadzajtcej kapitole sme sa oboznamili s metédou, ktora slizi na upravovanie
dlzok hran vo fylogenetickom strome. Podobny ciel mé aj nasa praca, predchadzajtci

vysledok sa vSak nedd priamociaro aplikovat na nas problém.

Népliiou tejto kapitoly bude teda popis toho, ako upravit metédu na tpravu dlzok
hran vo fylogenetickom strome, aby bola aplikovatelnd na problém ¢asovania udalosti
v duplikacnej histérii. Predstavime si model na ratanie pravdepodobnosti duplikacne;j

histérie, potrebné tpravy a navrh algoritmu.

3.1 Pravdepodobnost duplika¢nej histdrie

Cielom nasej prace je vyrabat nové duplika¢né histérie tym, Ze postupne menime
casovanie udalosti starych, uz existujicich histoérii. Potrebujeme vSak nejaky parameter,
ktory nam bude sluzit ako vhodné meritko toho, kedy je jeden ¢as udalosti lepsi ako
druhy c¢as. Najprirodzenejsi sposob je pozeraf sa na to, akd je pravdepodobnost, Ze nas
model vygeneruje histériu s prvym casom oproti pravdepodobnosti histérie s druhym

c¢asom.

Podme sa teda pozriet na to, ako vyzera nas generativny model duplikacnych histérii

a ako vieme pre dant duplika¢ni histériu vyratat pravdepodobnost jej vyskytu.
3.1.1 Pravdepodobnostny generativny model duplikaé¢nych his-
torii
KedZe je na$ model pravdepodobnostny, bude dobré si na tvod spomentf niekolko

pravdepodobnostnych rozdeleni, ktoré budeme pouzivat. Najdolezitejsie z nich bude
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Poissonovo pravdepodobnostné rozdelenie, ktoré tizko suvisi s exponencialnym rozde-

lenim. Takisto budeme pouzivaf rovnomerné a geometrické rozdelenie.

N&s model bude reprezentovany generativnym procesom, ktory bude na zaklade da-
nych parametrov generovat duplikacni historiu a taktiez sekvencie zodpovedajtce jed-

notlivym vrcholom histérie.

Na zaciatku nas model vygeneruje ndhodnu sekvenciu znakov, ktoru priradi koreru
naseho stromu. Tato sekvencia predstavuje ancestralnu DNA sekvenciu. Pre jednodu-
chost budeme predpokladat, ze dlzka tejto sekvencie je dani vopred, a preto sa jej

hodnota nebude ratat do celkovej pravdepodobnosti.

Postupom ¢asu mozu nastavat jednak velké duplikacné udalosti a jednak lokélne
substitucie jednotlivych nukleotidov. Na modelovanie duplika¢nych udalosti budeme
pouzivat Poissonovo rozdelenie, ktorému dame parameter A\, (dolny index je skratka
pre likelihood event rate). Tento parameter hovori o tom, ako ¢asto sa deju velké

udalosti.

Ak nastane velka udalost musime zvolit, ktory typ udalosti nastal a akt cast sekven-
cie ovplyvnil. Ako vieme z prvej kapitoly, uvazujeme len tri typy duplika¢nych udalosti
— duplikaciu, reverzni duplikéciu a deléciu. Pravdepodobnost, Ze nastane delécia je

dana hodnotou p, a pravdepodobnost, Ze nasa duplikicia je reverzna je p;.

Ak je vygenerovana udalost delécia je potrebné uréit, ktora cast sekvencie sa vymaze.
Uréime si teda zac¢iatok mazaného tiseku a jeho dlzku. Na zistenie zaciatku pouzijeme
rovnomerné rozdelenie naprie¢ celou diZkou sekvencie. Na urcenie dlzky nésledne pou-
zijeme geometrické rozdelenie pravdepodobnosti s priemerom p,,;. Samozrejme, takyto
model moze vytvorit deléciu, ktord presahuje okraj sekvencie, budeme v8ak predpokla-

dat, ze takyto pripad nenastane.

Ak vygenerujeme duplikaciu, situacia je trochu komplikovanejsia. Potrebujeme totiz
urc¢it nie len ako vyzerd duplikovana cast, ale takisto zistit kam do sekvencie sa vlozi
duplikovana ¢ast. Duplikovant ¢ast uréime rovnako ako pri delécii. Rovnomernym roz-
delenim cez celi sekvenciu ur¢ime zaciatok duplikicie a geometrickym rozdelenim s
rovnakou pravdepodobnostou ako pri delécii, teda p,,;, uréime dizku duplikovaného
tseku. Nasledne potrebujeme urcit, kam sa této cast naduplikuje. Musime si vSak dat
pozor, aby sme si nezvolili miesto vo vnutri duplikovaného tseku. Preto si radsej zvolime

vzdialenost od tohoto tiseku, a to geometrickym rozdelenim s priemerom p,,q. Nakoniec
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uz len potrebujeme uréit, ¢i budeme kopirovat napravo alebo nalavo od zvolenej Casti,
tato pravdepodobost vsak bude rovnomernd, teda 50 na 50. Opit predpokladdme, Ze

nenastane pripad, kedy by sme zasahovali mimo sekvencie.

Pomedzi toto sa deji malé zmeny na nukleotidoch. Budeme predpokladat, Ze sa
nedeju lokalne inzercie a delécie, ale iba substittcie. Tie vieme modelovat Jukes-
Cantorovym modelom. Z tohoto dévodu sa ku vSetkym nezrovnalostiam v zarovnaniach

chovame ako ku chybajicim datam.

3.1.2 Vypocet pravdepodobnosti duplikacnej historie

Ak teraz na vstupe dostaneme nejaku duplika¢nu histériu a takisto sekvencie, ktoré
jej prisluchaji, otazkou je, s akou velkou pravdepodobnostou nas pravdepodobnostny
model vygeneruje prave takuto histériu. Vypocet tejto pravdepodobnosti si teda roz-
delime na niekolko ¢asti, ktoré zodpovedaju sposobu, ako sa nasa histéria generuje a

na konci pravdepodobnost tychto ¢asti vynasobime.

Pozrime sa najskor na samotny tvar nasej duplikacnej histérie, teda na casy, kedy
nastali jednotlivé udalosti. Pre kazda udalost musime zaratat pravdepodobnost toho,
ze nastane v konkrétnom case. Kedze ¢asy vyskytu udalosti st modelované Poissono-
vym rozdelenim, pravdepodobnost, Ze konkrétna udalost nastala prave v danom case
po predchadzajucej udalosti, je dana exponencidlnym rozdelenim s parametrom \;.
Ak t bude oznacovat ¢as od predchddzajicej udalosti, pravdepodobnost ¢asu zvolene;
duplikac¢nej udalosti je Aje.e™Nert,

Nesmieme vSak zabudnit, Ze na poslednej hrane, ktora kondéi listom, nemohla nastaft
ziadna dalSia velk4 udalost. Aj tiuto pravdepodobnost musime zaratat do vysledného
suc¢inu. Dokonca je modelovand tym istym rozdelenim. Pravdepodobnost, Ze sa nié
nestane ¢ jednotiek ¢asu bude teda e Mert.

Pre kazda velkt udalost musime dalej zaratat, Ze je daného typu a mé dany tvar.
Vieme, Ze pravdepodobnost vyskytu delécie je py a pravdepodobnost, Ze duplikicia je
reverzné je p;. Naviac potrebujeme zaratat pravdepodobnost zadiatku a dlzku danej
udalosti, ¢i sa uz jednd o deléciu alebo duplikaciu. Kedze zadiatok méa rovnomerné
ndhodné rozdelenie, tak vyskyt na konkrétnom mieste mé pravdepodobnost ﬁ, kde len
je dlzka celej sekvencie. Ozna¢me si dizku mazanej alebo duplikovanej ¢asti €, KedZe
tato hodnota podlieha geometrickému rozdeleniu s parametrom p,,;, pravdepodobnost

tejto konkrétnej hodnoty je p(1 — ppy)en™t.
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Ak je naSa udalost duplikicia, potrebujeme navySe zaratat pravdepodobnost, Ze sa
duplikovany kus vyskytne na konkrétnom mieste. Oznac¢me si vzdialenost duplikova-
nych casti ey KedZe tato premennd je generovand geometrickym rozdelenim s para-
metrom p,,q, dostaneme pravdepodobnost p,,q(1 — ppg)cést. Naviac eSte prindsobime %
za smer, v ktorom je naduplikovand cast.

Tym sme tplne zaratali pravdepodobnost za vSetky velké udalosti. Mimo to vSak
nastavali substiticie ovplyviujice jednotlivé nukleotidy. Pre kazdy atom, ktory sa v
nasej sekvencii nachddza vytvorime, podla danej histérie atémovy strom, ktory bude
mat v listoch zarovnania zo vstupu. Pomocou Felsensteinovho algoritmu méZeme vyra-
tat pravdepodobnost, Ze nam vznikli prave takéto zarovnania. TGto pravdepodobnost

na zaver prinasobime ku vyslednej pravdepodobnosti.

3.2 Casovanie udalosti duplika¢nej histdrie

V druhej kapitole sme sa oboznamili s metédou, ktora slizi na upravovanie dizok
hran vo fylogenetickom strome. NaSou snahou bude upravit tito metédu tak, aby sa

dala pouzit aj na duplikac¢né histérie a ¢asovanie udalosti v nej.

Pristup, ktorého sa chceme drzaf je nasledovny. Budeme sa snazif vyjadrif prav-
depodobnost histérie ako funkciu f zévisiacu od ¢asu konkrétnej duplikacnej udalosti
a nasledne pouzivat prvi a druht deriviciu a Newton-Raphsonovou metédou aproxi-
movat maximum tejto funkcie. Predpokladame, Ze iteraciou tohoto postupu pre rézne
udalosti nagej histérie, budeme vytvarat ¢oraz pravdepodobnejsie nové duplika¢né his-

torie.

Vyberme si teda jednu konkrétnu udalost E. Ako vieme, snazime sa najst novy,
lepsi ¢as, ktory nezmeni poradie nasich udalosti. Cas kedy mohla udalost E nastaf je
teda ohrani¢eny ¢asom predchadzajicej a nasledujucej udalosti. Ak sa vSak pozrieme
do naseho pravdepodobnostného modelu, zistime, Ze vsetky pravdepodobnosti, ktoré
su zavislé od casov udalosti nevyzaduju absolitny cas udalosti, ale relativny cas od
susednych udalosti. Premenné nasej funkcie ¢ bude teda urcovat o kolko skor nastala
udalost E oproti nasledujicej udalosti. Premennd ¢ teda lezi v intervale od 0 po hod-
notu maxtime. Hodnotu maxtime uréime ako rozdiel ¢asov predchadzajicej a nasle-
dujucej udalosti, alebo ekvivalentne, ako sticet casov dvoch hran, ktoré su incidentné s

udalostou F.
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Podme sa teraz pozrief na to, ako vyzera pravdepodobnost nasej histdrie v zavislosti
od hodnoty ¢. Dobrou novinkou je, Zze mozeme absolitne zanedbat pravdepodobnost,
ktoré je ovplyvnend tvarom udalosti. Nemusime sa teda pozerat na to, kde v nasej sek-
vencii nastala duplikacia ¢i delécia a ani to, aka bola dlha alebo ktorym smerom isla.
Tieto vlastnosti totiz nie st ovplyvnené ¢asom jednotlivych udalosti, a kedZe my neme-
nime tvar udalosti, tdto pravdepodobnost je vzdy rovnaka bez ohladu na nacasovanie
udalosti E.

V ramci velkych udalosti musime zaratat iba pravdepodobnost toho, Ze sa tato uda-
lost vyskytne prave maxtime — t jednotiek ¢asu po predchadzajicej udalosti, a Ze sa
dalsia udalost udeje t jednotiek po nej. VSimnime si, Ze nas takisto nezaujima pravdepo-
dobnost, ktora je ovplyvnend zvysnymi hranami, dlzku tjchto hran totiz tiez nemenime.
Do nasej vyslednej funkcie f sa teda prindsobi ¢len \j.,e~Ner(maztime=t) 5 glop ),,,.e~Mert

—Alert

alebo e v zévislosti od toho, ¢ je udalost F posledna udalost v naSej historii.

Ak sa vSak na to pozrieme lep$ie, uvedomime si, Ze aj tato pravdepodobnost je kon-

—Aler(maztime—t) ,—Ajert

Stantna. Po vynasobeni tychto dvoch ¢lenov totiz dostaneme c;e e
pre nejakt konstantu c¢;, ¢o vieme upravif na c;eMermaztime Vypadla ndm teda pre-

menna t a tento ¢len pravdepodobnosti je tiez konstantny.

Problém vsak je, Ze nacasovanim udalosti E st ovplyvnené aj niektoré stromy
atémov, ktoré vyrazne ovplyviiuju pravdepodobnost histérie. Opit si treba uvedo-
mif, Ze ak nejaky atém nebol ovplyvneny udalostou E, jeho atémovy strom sa ne-
meni. V atémovom strome totiz udalost £ nevytvori ziaden deliaci vrchol. Na danom
mieste vytvori len cestu a z multiplikativnosti Jukes-Cantorovho modelu je jasné, ze
tato cesta bude mat bez ohladu na hodnotu ¢ stale rovnak( pravdepodobnost, lebo
S(t) + S(maxtime — t) = S(maxtime).

Zaujimaja nas teda len tie atomové stromy, ktorych zodpovedajtci atém bol ovplyv-
neny udalostou E. Pravdepodobnost atémového stromu ratame Felsensteinovym algo-
ritmom. Pozrime sa teda na to, ako nam hodnota ¢ ovplyviiuje tito pravdepodobnost.
Ako sme si uz spominali, tento algoritmus zakazdym rata pravdepodobnosti podstro-

mov pod nejakym vrcholom P(L,|a) a tito pravdepodobnost rata pomocou vztahu:

P(Lela) = > P(bla,t;)P(Li|b)P(cla, t;)P(L;|b) (3.1)

b,ceX
Vsetko nizsie, ako vrcholy zodpovedajice udalosti £/, ma tito hodnotu konstantn,

nezavisli od hodnoty t. Prvykrat teda premenna ¢ vstupuje do nasej pravdepodobnosti
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az ked sa dostaneme do takého vrchola, z ktorého vedie do synov hrana dlzky t¢.

Kedze hodnoty P(L;|b) a P(L;|c) st konstanty, zaujimaji nas len zvysné dve. Tie st
ale z Jukes-Cantorovho modelu bud rovné 1(1+ 3e~**") alebo (1 —e™**"), v zavislosti
od toho, ¢i sa a rovna alebo nerovna b a c. Uvedomme si, Ze tieto pravdepodobnosti

maju pekny tvar

Cle—4a0t + 626—4a1t (32)

pre nejaké konstanty c; a cs.

Hodnota ¢ sa vSak prejavi este na jednom mieste, a to na hrane, ktora vedie do
otca vrcholu vytvoreného udalostou E. Tato hrana mé totiz dizku maztime — t.
Ak sa pozrieme na pravdepodobnosti P(b|a, maxtime — t) zistime, Ze je rovnd bud
L(1 + 3e~talmaztime=1)) gleho 1(1 — e-4almaztime=h) Ty mozeme opét upravit na tvar

Clef4a0(maxtzmeft) + C2€f4a1(maaztzmeft) ]

4damaxtime ,—4da—1t

dad(maztime=t) yak vieme upravif na e~ e , pricom prva moc-

Vyraz e~
nina neobsahuje premenn ¢. MoZeme ju teda chapat ako konstantu. Vidime, ze takato

pravdepodobnost sa d& opit upravit na tvar
616740401‘, + 0267401711‘/ (33)

Pre jednoduchost si ozna¢me hodnotu —4« ako c. Vidime, Ze nase pravdepodobnosti
obsahujt iba ¢leny c;e pre nejaké i. Dokonca aj fubovolna konstanta vie byt repre-
zentovana takouto formou, ak nastavime ¢ = 0. Nastolime teda hypotézu, ze vSetky
pravdepodobnosti, ktoré sa vyskytuju vo Felsensteinovom algoritme sa daju zapisat
ako )., c;e”". Pre jednoduchost mozeme ako indexovi mnozinu brat celé Z, pre ¢leny,

ktoré tam nie su pritomné bude hodnota ¢; = 0.

Sktisme tuto hypotézu dokézat. Ako sme uz spominali, vSetky elementarne pravde-
podobnosti, ¢i uz konstantné alebo zavislé od ¢, maju takyto tvar. Potrebujeme teda
ukézat, Ze vSetky operacie, ktoré s tymito funkciami Felsensteinov algoritmus vyko-
néva, zachovavaju ich tvar. Nie je tazké si v8imnuf, Ze vo Felsensteinovom algoritme

pouzivam len s¢itanie a nasobenie.

Pozrime sa najskor na séitanie. A pre jednoduchost pri¢itavajme len jeden ¢len,
d;e". Potom vidime, Ze ak takyto ¢len pripo¢itame k nasej funkcii tvaru D ica c; et
’ cit . N\ pcit it 4 £ & Y ’

dostaneme vyraz ), _; cie® +(c;+d;)e?" +3 . c;e. Tento vyraz mé vsak pozadovany

tvar, kedZe ¢; + d; je opét iba konstanta. Vidime teda, Ze pri¢itanie jedného takého
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¢lena ni¢ nezmeni a sucet dvoch funkcii takéhoto tvaru nie je ni¢ iné ako postupné
pri¢itavanie ¢lenov jednej funkcie k druhej. Kedze sa zakazdym zachovava tvar, na
konci tiez dostavame funkciu spravneho tvaru a takato trieda funkcii je teda uzatvorena

na sucet.

Takym istym sposobom mdZeme pristipit aj k nasobeniu. Nech chceme prindsobit
&len d;e" k funkcii nageho tvaru. Vysledna funkeia vyzerd nasledovne: Y, ¢;d;ect 9,
Takyto tvar je vSak opif vyhovujaci. No a stcéin dvoch funkcii naseho tvaru je len
postupné vynasobenie druhej funkcie ¢lenmi prvej funkcie a potom scitanie vyslednych
funkcii. Kedze vSetky tieto kroky zachovéavaju tvar funkcie, aj vyslednd funkcia mé

spravny tvar.

To znamena, ze vSetky pravdepodobnosti, ktoré rata Felsensteinov algoritmus, maja
pekny tvar > ., c;e. Ked ratam pravdepodobnost atémového stromu, Felsensteinov
algoritmus pocita pravdepodobnosti pre jednotlivé nukleotidy. Vysledné pravdepodob-
nosti sa nasledne nasobia dokopy, to nam vsak stale nenartsa tvar funkcie. A takisto
vynasobenie pravdepodobnosti pre vsetky atémové stromy nam da len funkciu takéhoto

tvaru.

Vsimnime si, Ze na rozdiel od fylogenetického stromu, nebudeme hladat maximum
logaritmu tejto funkcie. D6vod na to je ten, ze pri iprave hrany fylogenetického stromu
sme dostali iba jeden ¢len s konStantou a logaritmovanie preto bolo ovela jednoduchsie.

V tomto pripade by nieco také bolo skoro nemozné.

Dovod, preco je velmi prihodné, Ze pravdepodobnosti atémovych stromov s takéhoto

tvaru je ten, Ze sa velmi dobre derivuju v zavislosti od casu t.

(Z cieCit) = Z cicie™ (3.4)

€7

"
(Z c,-eCit) = Z cictie ™ (3.5)
i€z

Ukézali sme si, Ze pomocou Felsensteinovho algoritmu vieme efektivne zistovat prav-
depodobnost atémovych stromov v zavislosti od ¢asu ¢ udalosti E. VSetky tieto prav-
depodobnosti st dokonca jednoducho derivovatelné pomocou vzorcov a . Ak si
teda oznacime f funkciu, ktora vznikne ako sti¢in pravdepodobnosti pre jednotlivé até-
mové stromy, ni¢ nam nebrani pouzit Newton-Rapsonovu metédu na hladanie maxima

tejto funkcie.



Kapitola 4
Implementacia a experimenty

V predchadzajicich kapitolach sme si ukézali teoreticky popis rieSenia casovania
udalosti v duplika¢nych histériach. V tejto kapitole si povieme nieco o nasej implemen-
tacii tohoto rieSenia a ukdzeme niekolko experimentov, ktoré nam pomozu vyhodnotit

/. v X Vo ’
uspesnost nasej metddy.

4.1 Implementacia

Pocas implementécie naSeho rieSenia sa vyskytlo niekolko problémov, ktoré boli ¢isto
implementac¢ného charakteru. Postupom ¢asu sa ndm podarilo vSetky tspesne vyriesit.
Jeden z nich bol vSak klu¢ovy pre cely algoritmus, a preto si popiSeme tento problém

aj jeho riesenie podrobnejsie.

Daélezitou ¢astou bolo rozhodnuf sa, ako si budem pamitat funkcie vyjadrujice prav-
depodobnost v zavislosti od hodnoty ¢. Vieme, Ze nasa funkcia ma tvar )., cie” et
pricom funkcie, ktoré sa vyskytuji v nasom programe, maju ¢leny ¢ z nejakého stuvis-
lého rozsahu, ktory obsahuje nulu. Existuji teda dve ¢isla ¢ a u také, Ze naSa funkcia
je tvaru -, cie”**". Naviac jediné, ¢o sa meni ¢len od ¢lenu, je hodnota konstanty

¢;. Preto sme sa rozhodli pamitat si len hodnotu ¢ a pole ¢isiel ¢ az c,.

Tu vsak nastal najvicsi problém. Cisla, s ktorymi pracujeme, vyjadruji pravdepo-
dobnost, st to teda redlne cisla mensie ako 1, pricom tieto ¢isla velakrat spolu naso-
bime. Problém vsak je, ze tieto ¢isla sa postupne ¢oraz viac zmensuju az s mensie ako

presnost premennej double v C++.

Potrebovali sme teda sposob, ako si reprezentovat malé redlne ¢isla. Bezne pouzi-

vanym pristupom je zlogaritmovanie tychto ¢isel. Namiesto 0.04 si teda zapamé&tame

26
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¢islo In(0.04) = —3.218876. Takyto pristup ndm umoziiuje naozaj velka presnost. Uve-
domme si, Ze najvicsia mozna pravdepodobnost je 1, ¢oho logaritmus je ¢islo 0. A
ako uvidime v testoch na déatach, pravdepodobnosti nasich histérii buda dévat po zlo-
garitmovani &sla od niekolko minus stoviek po niekolko minus tisicok. A &islo e~10%
je priblizne 5 - 107%3%. Taktto presnost by sme ur¢ite nevedeli dosiahnut so Ziadnou
povodnou realnou premennou. Pamiitat si vSak zaporné ¢isla do niekolkych tisic nie je

ziaden problém.

Tento pristup bohuzial nepokryva vietko ¢o potrebujeme. Cisla, s ktorymi pracu-
jeme totiz mozu byt aj zaporné. Samozrejme, Ziadna pravdepodobnost nebude zaporné
realne ¢islo, ale v medzivysledkoch a v koeficientoch nasej funkcie sa moézu objavovat
aj takéto hodnoty. A problémom je, ze pre zaporné ¢isla nie je logaritmus definovany.
Rozhodli sme sa preto, Ze si vytvorime triedu Number, ktord bude reprezentovat ¢isla,
s ktorymi pracujeme pomocou logaritmu absoliitnej hodnoty pévodného cisla a zna-

mienka.

Listing programu (C++)
class Number ({
double data;
int zap;
}i
Number: :Number (double value) {
data = log(abs(value));

if (value < 0) zap = 1;
else zap = 0;

Musime si vSak uvedomit, Ze tieto hodnoty nemozeme nikde v programe prevadzaft
spit na povodné ¢isla tym, Ze by sme ich umocnili. Vysledné ¢isla by boli totiz tak
malé, Ze by sme stratili aktukolvek presnost. Vsetky matematické operacie, teda musime

vykonévat priamo v zlogaritmovanom tvare.

Nech méame dve reélne ¢isla a a b a ich logaritmy si ozna¢me a’ a b’. Ak potrebujeme
zistit ich stcin, situdcia je pomerne jednoduché, pretoze In(ab) = In(a) +1n(b) = o’ +¥'.
Ak teda potrebujem néasobit dve redlne ¢isla, viem tGto operaciu nahradit séitanim ich

zlogaritmovanych hodnét a dostanem zlogaritmovant hodnotu ich sacinu.

Listing programu (C++)

Number operatorx* (const Number& nl, const Number& n2) {
if(nl.zero()) return Number (0.0);
if(n2.zero()) return Number (0.0);
Number res = Number();
res.data = nl.data + n2.data;
res.zap = nl.zap * n2.zap;
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return res;

Najvicsie problémy nam vsSak sposobila operacia sc¢itania. Neexistuje totiz identita,
ktord by upravovala In(a + b) do tvaru, ktory obsahuje iba ¢leny Ina a Inb. Predpokla-
dajme, Ze Cislo b je vicSie ako Cislo a. Vyraz In(a+b) si mozeme zapisat ako In(b(1+%)).
Pomocou predtym spomenute] identity to vieme upravit na In(b) 4 In(1 + ¢). Dalej
vieme, Ze Ina = @’ alnb = V. To je viak ekvivalentné s tym, 7e a = ¢ a b = e’. N&3
vyraz dostane tvar b’ +In(1+ e® ). Tento tvar uz obsahuje iba zlogaritmované tvary

nasich cisiel. Zistili sme teda, ze

In(a+b) = b + In(1 + =) (4.1)

Listing programu (C++)

Number operator+ (const Number& nl, const Number& n2) {

if(nl.zero()) return n2;

if(n2.zero()) return nl;

if(nl.zap == n2.zap) {
Number res = Number ();

res.zap = nl.zap;
if (nl.data < n2.data) res.data = n2.data + log(l + exp(nl.data - n2.data));
else res.data = nl.data + log(l + exp(n2.data - nl.data));
return res;
} else {
Number res = Number ();
if (nl.data < n2.data) {
res.zap = n2.zap;
res.data = n2.data + log(l - exp(nl.data - n2.data));
} else {
res.zap = nl.zap;
res.data = nl.data + log(l - exp(n2.data - nl.data));

Vidime, Ze naSa trieda Number je prijatelnym reprezentovanim ¢isiel v naSom prog-
rame, kedZe podporuje vSetky funkcie, ktoré vyzadujeme a zarovenn nam dovoluje vy-

jadrit velmi malé ¢isla, s ktorymi by sme inak nemohli pracovat.

Co sa tyka implementacie, chcel by som este spomentf asovil zlozitost navrhova-
ného riesenia. Sice sme ju nikdy nevyjadrovali presne a ani nas tento parameter natolko
nezaujima, je dobré sa vSak zamysliet nad tym, s akymi velkymi Struktirami budeme
pracovat. Najviac nas zaujimaju funkcie, ktoré vytvaram. Ak by pocet ich ¢lenov rés-
tol napriklad exponencionalne od poctu nukleotidov, nase riesenie by urcite nebolo

pouzitelné na redlnych datach, ktoré obsahuju statisice nukleotidov.

To nagfastie nie je nas pripad. Treba si uvedomit, Ze ak nasobim dve funkcie, kde

v jednej si pamitam radovo x a v druhej rddovo y ¢lenov, vyslednd postupnost bude
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mat radovo x +y Clenov. A kazd4a hrana, ktortt budeme v nasom programe spracovavat
nam prida najviac funkciu s dvoma ¢lenmi, aj to len v pripade, 7e dlzka tejto hrany je
zavisla od t. A kedZe pracujeme na strome, pocet hran, ktoré spracivame je linedrne
zévisly od poétu nukleotidov, teda dlzky sekvencie. Z toho vyplyva, Ze pocet ¢lenov
nasej funkcie bude radovo rovny dizke sekvencie na vstupu. Tak§to vysledok je teda

pomerne prijatelny a ¢asovo zvladnutiny.

4.2 Experimenty

Ucinnost nasej metédy sme vyhodnotili pomocou niekolkjch sid simulovanjch dat,
na ktorych sme spustili nas program. Tieto déata sa dali rozdelit do dvoch kategorii
v zévislosti od velkosti dat. Malé data obsahovali histérie, ktoré mali jednu aZ Styri
evolu¢né udalosti. Naviac atémy obsahovali desiatky az stovky nukleotidov. Velké data
obsahovali tri az trinast evoluénych udalosti a atémy dlzky az niekolko tisicok nukle-

otidov. Tieto data sa velkostou podobaju skutoénym déatam.

Kvoli rozli¢nej velkosti dat a ich naroc¢nosti na testovanie, sme k testovaniu oboch
druhov dat pristupovali odlisne. V nasledujucich podkapitolach si teda popiSeme po-

stupy, ktoré sme pouzili a vysledky, ktoré sme vdaka nim dosiahli.

4.2.1 Malé data

Tym, Ze tieto data boli také malé, mohli sme pustit vela testov za sebou a postupne
nasu histériu coraz viac zlepSovat. Na testovanie tychto dat sme pouzili nasledovny
postup. Vybrali sme si ndhodni udalost, ktora sa v nej nachadzala a pomocou pristupu
spomenutého v predchadzajicej kapitole sme sa snazili néjst lepsi ¢as pre tuto udalost.
Ak sa ndm podarilo touto zmenou zlep$it pravdepodobnost histdrie, tito zmenu sme
si zapamitali a histériu podla nej prislusne upravili. Ak vSak novy ¢as vytvoril horgiu
historiu, tito zmenu sme ignorovali. Nasledovni procediru sme opakovali 100 krat,

¢im sme coraz viac zlepsovali nasu histériu.

Data, ktoré sme mali na vstupe obsahovali dva typy histérii. Na zaklade udalosti
boli obe identické. Lisili sa len ich nacasovanim. V prvej histérii boli udalosti od seba
vzdialené v rovnomernych rozostupoch. Druhé histéria bola kontrolnd a predstavo-
vala skuto¢ni histériu, podla ktorej boli vygenerované data. V testoch sme pustili nas
program na histérii s rovhnomernymi casmi a porovnavanie sme robili aj s kontrolnou

histériou. Vysledky tychto testov si mozete prezriet v nasledujicej tabulke.
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logaritmus
logaritmus logaritmus
. pocet | pravdepodobnosti )
id testu .| pravdepodobnosti ) pravdepodobnosti
udalosti | rovnomernej ) o
kontrolnej histérie | =~ dosiahnutej histérie
histérie
00 3 —99.9897 —102.1530 —97.6810
01 2 —88.3307 —87.8305 —80.4778
02 1 —50.8916 —50.8916 —50.8916
03 3 —147.9863 —156.3289 —131.2486
04 1 —38.5977 —38.5977 —38.5977
05 1 —36.9902 —36.9902 —36.9902
06 1 —42.3098 —42.3098 —42.3098
07 2 —72.6758 —172.3582 —68.2356
08 1 —41.9665 —41.9665 —41.9665
09 4 —270.1846 —270.5045 —267.0330

Tabulka 4.1: Tabulka dosiahnutych pravdepodobnosti

Vidime, Ze ak bol pocet udalosti v nasej histérii rovny 1, nepodarilo sa nam zlepsit
pravdepodobnost tejto histdrie. Vo vSetkych ostatnych pripadoch sa nam vSak poradilo
zlepSit nasu histdériu, dokonca sme dosiahli lepsiu pravdepodobnost ako mala nasa
kontrolna histéria. Uvedomme si, Ze zlepSenie oproti kontrolnej historii nie je zljm
znamenim. Aj ked podla tejto histérie boli vygenerované data, neznamena to, ze tato
histdria je najpravdepodobnejsia vzhladom na dané data. Dokonca vidno, Ze ani nie je

najpravdepodobnejSou, kedZe sa ndm ju podarilo prekonat.

Podme si nase experimenty rozobrat podrobnejsie. Cast naseho riesenia je zalozena
na nahode, ¢i uz pri vyberani udalosti, ktortt budeme upravovat, alebo pri vybere za-
¢iatofného korena v Newton-Raphsonovej metéde. Mohlo by nés preto zaujimat, kolko
takychto nahodnych iteracii potrebujeme k tomu, aby sme dokonvergovali k dosiahnu-

tému rieseniu a teda ¢i sa d4 predpokladat, ze vieme dosiahnut aj lepsie riesenie.

Ako vidime podla obrézka zhruba po 40 iteraciach sme uz mali zaverecné riesenie,
alebo sme boli velmi blizko. MoZeme teda predpokladat, Ze pridanie poctu iteracii na
danych vstupnych datach by nebolo prospesné a nami dosiahnuté hodnoty pravdepo-

bobne tvoria lokadlne maximum.
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Obr. 4.1: Grafy zavislosti logaritmu dosiahnutej pravdepodobnosti (os y) od poctu

iteracii naseho algoritmu (os x)

4.2.2 Velké data

Vzhladom na velkost dat, nebolo mozné pouzit ten isty pristup, ako v predchadza-
jucej Casti. D4 sa totiz predpokladat, Ze pocet iteracii potrebnych na to, aby sme sa
sa preto zistif, ¢i nas algoritmus ndjde aspon nejaki lepsiu histériu. Na kazdom z de-
siatich velkych vstupoch sme teda pustili 10 krat nas algoritmus a sledovali, ¢i sa asporn
v jednom z tychto behov zlepsi vstupnd histéria. Opit to porovnavame s kontrolnou

histériou. Vysledky z tohoto merania st v nasledujicej tabulke:



KAPITOLA 4. IMPLEMENTACIA A EXPERIMENTY 32
) logaritmus logaritmus
logaritmus
. pocet | pravdepodobnosti || pravdepodobnosti
id testu pravdepodobnosti ) ) ) .
udalosti o | rovnomerne;j dosiahnutej lepsej
kontrolnej histérie | =~ o
histérie histérie
00 10 —12744.0372 —12802.1764 —12801.4430
01 3 —3441.5563 —3436.6462 —3430.4116
02 13 —41487.7023 —42639.1088 —42637.6234
03 10 —23483.1279 —22937.3864 —22932.1529
04 11 —36454.2854 —36497.9842 —36492.7121
05 14 —17071.6720 —17070.5347 —17053.2624
06 11 —13418.8370 —12561.3603 nenajdena
07 9 —19787.6913 —20103.9035 nenajdena
08 7 —24849.3075 —24901.2296 —24894.4932
09 7 —7383.3925 —7726.4870 —7712.3483

Tabulka 4.2: Tabulka dosiahnutych pravdepodobnosti

Vidime, Ze vo vicSine testovacich vstupov sa ndm podarilo na desaf iteracii zlepsit

histériu, ktort sme mali na vstupe. To naznacuje, Ze pocet iteracii, ktoré potrebujeme

na najdenie nejakého lokalneho maxima by nemusel byt az taky velky a nas algoritmus

by s dostatkom ¢asu mohol produkovat este lepSie histdrie.



Z.aver

V tejto praci sme sa zaoberali problematikou ¢asovania udalosti v ramci duplikac-
nych histérif. Inspirovali sme sa pristupom, ktory slizi na upravovanie dizok hran vo
fylogenetickom strome, pricom sa ndm ho podarilo prisposobif a aplikovat na nas prob-
lém casovania udalosti v duplika¢nych historiach. Nase rieSenie sme implementovali a
vysledny program sme nasledne otestovali na simulovanych datach s pozitivhym vy-
sledkom, kde sa ndm podarilo zlep$if histérie zo vstupu a pravdepodobne dosiahnut

lokdlne maximum.

Ukazuje sa, ze takyto pristup moze byt velmi prinosny pri tiprave duplikac¢nych histé-
rii a moze byt pouzity ako dopliiujici nastroj k programom, ktoré vytvaraju duplikacné

histérie, akym je napriklad praca Jana Hozzu [5].

Samozrejme, nas pristup je este v zaciatoc¢nej faze a ma potencial na zlepsenia. Bolo
by potrebné spravit dokladnejsSie testy na velkych datach a pozriet sa, kedy sa nasa
histdéria zlepSuje a aky tvar ma vysledné histéria. Takisto sa da zlepSovat samotné
implementdcia, ¢i uz optimalizdciou niektorych procedtr za cielom zniZenia ¢asovej na-
ro¢nosti, alebo skiSanim inych numerickych a heuristickych metéd na hladanie maxima

funkcie.
Netreba tiez zabudnit, Ze nas pristup upravuje histériu len velmi lokélne pomocou

Casovanie jednej udalosti. Stélo by za zvéazenie preskumat pristupy, ktoré hybu naraz

viacerymi udalostami.
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